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Abstract 

Purpose: The purpose of this paper is to evaluate the performance of classical survival analysis techniques and 

contemporary machine learning algorithms in predicting survival outcomes among patients diagnosed with Heart 

Failure (HF). The study aims to determine whether machine learning–based models provide improved predictive 

accuracy compared to conventional statistical approaches. 

Methodology: The study applied Kaplan–Meier, log-rank, Cox, and Weibull models alongside machine learning 

techniques including decision tree, random forest, Inverse Probability of Censoring Weighting (IPCW) logistic 

regression, Support Vector Machine (SVM), and a survival neural network. Model performances were evaluated based 

on predictive accuracy. 

Findings: The Cox model performed best among classical methods, while IPCW logistic regression and random 

forest showed the highest accuracy among machine learning models. The survival neural network performed similarly 

to Cox and random forest without significant improvement. 

Originality/Value: The paper provides a concise comparison showing that machine learning models can 

outperform traditional survival analysis approaches in predicting heart failure outcomes.  
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   مقدمه   - 1

تواند مرگ  پردازد. این رویداد می سازی مدت زمان تا وقوع یک رویداد خاص میای تخصصی از علم آمار است که به مطالعه و مدل تحلیل بقا شاخه 
آن بر    بیمار، بهبود بیماری، خرابی قطعه صنعتی، ترک شغل یا هر اتفاقی باشد که زمان رخ دادن آن اهمیت دارد. ویژگی متمایز تحلیل بقا، تمرکز

های ناقص یا سانسورشده است به این معنا که در بسیاری از مطالعات، زمان دقیق وقوع رویداد برای برخی افراد مشخص  متغیر زمان و برخورد با داده 

1 Inverse Probability of Censoring Weighting (IPCW) 2 Support Vector Machine (SVM) 

   تی فی ک تی ر یمد و یمهندس       
       www.pqprc.ir   

 171-185، ( 1405) ، ( 2)  ، شماره16 دوره                

   پژوهشی   نوع مقاله: 

 های کلاسیک آماری و یادگیری ماشین در تحلیل بقا مقایسه مدل 

 ۲بین ، زهرا باریک 1هاشم تلمخانی ،  ،* 1سال ، اکرم کهن 1کیمیا سماواتی 

 ، ایران.قزوین، )ره(  گروه آمار، دانشگاه بین المللی امام خمینی 1
، ایران.، قزوین)ره( گروه ریاضی کاربردی، دانشگاه بین المللی امام خمینی ۲

 کیده چ

های نوین یادگیری ماشین در پیشبینی پیامدهای بقای  های کلاسیک تحلیل بقای بیماری و الگوریتمدف این مقاله ارزیابی عملکرد روش ه   هدف: 
توانند دقت پیشبینی بالاتری نسبت به  های مبتنی بر یادگیری ماشین می کوشد مشخص کند آیا مدل این مقاله می .بیماران مبتلا به نارسایی قلبی است 

 . دهند یا خیر ارایهرویکردهای آماری مرسوم 

پژوهش: روش  مدل   شناسی  از  مقاله  این  کاپلان در  پارامتریک  –های  مدل  و  کاکس  متناسب  خطرات  مدل  لگرنک،  آزمون  کنار  مایر،  در  وایبول 
وزنتکنیک لجستیک  رگرسیون  تصادفی،  جنگل  تصمیم،  درخت  شامل  ماشین  یادگیری  سانسور یدههای  احتمال  اساس  بر  بردار  1شده  ماشین   ،
 .ها بر اساس دقت پیشبینی ارزیابی گردیدعملکرد مدلو و یک شبکه عصبی بقا استفاده شد 2پشتیبان 

و جنگل تصادفی بالاترین    IPCWهای کلاسیک بهترین عملکرد را نشان داد، در حالی که رگرسیون لجستیک  مدل کاکس در میان روش   ها: یافته
شبکه عصبی بقا نیز عملکردی مشابه مدل کاکس و جنگل تصادفی داشت، اما بهبود    .های یادگیری ماشین به دست آوردنددقت را در میان مدل

 .ایجاد نکرد  هاآنمعناداری نسبت به 

توانند در پیشبینی  های یادگیری ماشین می دهد مدل دهد که نشان می می   ارایهثر  و ای مختصر و ماین مقاله مقایسه   : یافزوده علم ارزش اصالت/
 . های کلاسیک تحلیل بقا عملکرد برتری داشته باشندنتایج بیماران مبتلا به نارسایی قلبی نسبت به روش 

 . (DeepSurv) یمصنوع یعصب  شبکهتحلیل بقا، نارسایی قلبی، جنگل تصادفی، رگرسیون لجستیک،  ها:کلیدواژه 

http://www.pqprc.ir/
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هایی دارد. کاربردهای  های خاصی برای مدیریت چنین داده دهد. به همین دلیل، تحلیل بقا ابزارها و مدل نیست یا رویداد تا پایان دوره مطالعه رخ نمی
شود. همچنین  بینی بازگشت بیماری استفاده می، مقایسه طول عمر بیماران و پیش هاناتحلیل بقا گسترده است. در پزشکی برای ارزیابی اثربخشی درم

پیش برای  مهندسی،  مفید  در  عمر  افزایش  و  تجهیزات  شکست  زمان  ب  هاآنبینی  نیز  اجتماعی  علوم  در  دارد.  وقوع  کاربرد  زمان  مدت  مطالعه  ه 
گذاران و محاسبه حق بیمه بر اساس زمان  بینی مرگ بیمه پردازد و در حوزه بیمه و مالی برای پیش رویدادهایی مانند ازدواج، بیکاری یا تغییر شغل می

ثر بر این مدت وعلاوه بر تعیین مدت زمان تا وقوع رویداد، تحلیل بقا امکان شناسایی و بررسی عوامل م  .[1]  رود ای به کار میوقوع رویدادهای بیمه 
سازد های زمانی و سانسورشده است که پژوهشگران را قادر می داده کند. به طور کلی، تحلیل بقا ابزاری کلیدی برای تحلیل  زمان را نیز فراهم می 

   هدهنددهیم که نشان نمایش می  T  در تحلیل بقا، متغیر تصادفی اصلی را با ثر را نیز شناسایی نمایند.وبینی زمان وقوع رویداد، عوامل معلاوه بر پیش 

همواره مثبت    Tرخداد دیگری باشد. مقدار  تواند مرگ، خرابی یک قطعه، یا هر  این رویداد می  .[2]  مدت زمان تا وقوع یک رویداد خاص است
هنوز دچار رویداد مورد نظر )مثلا مرگ یا خرابی( نشده باشد.   tبررسی تا زمان    کند که یک واحد مورد خواهد بود. تابع بقا احتمال این را بیان می

 تعریف ریاضی آن به صورت 

 

دهد که احتمال زنده ماندن یا سالم ماندن یک واحد را تا زمان دلخواه  ترین ابزارها در تحلیل بقا است و به ما این امکان را می است و یکی از مهم 
 محاسبه کنیم. 

های ها شامل توزیع کند. این مدلکند زمان بقا از یک توزیع مشخص و شناخته شده پیروی می مدل پارامتری تحلیل بقا مدلی است که فرض می  
ع  تواند تابع بقا را به شکل تابعی از پارامترهای توزی لاجستیک و غیره هستند. مدل پارامتری به صورت کلی می-نرمال ، لگ - نمایی ، وایبول ، لگ 

  برای مثال، تابع بقا مدل نمایی به صورت .[3] بیان کند

𝜆 مولاست. در این فر >   تر است و تابع بقا آن به شکلمدل وایبول به صورت کلی .نرخ شکست ثابت است 0
 

𝜆 است. که > 𝛾 و  0 > 𝛾 پارامترهای مدل هستند. اگر 0 =  تابع چگالی احتمال توزیع وایبول به صورت  .شودمدل وایبول به مدل نمایی تبدیل می 1

𝑡 است و برای <  :خواهیم داشت 0

 تابع توزیع تجمعی به صورت 

 است. تابع بقا برابر است با فرمول بعدی که قرارگرفته
 

 است. تابع نرخ شکست به شکل 

 است. امید ریاضی توزیع وایبول نیز به این شکل

  است. واریانس آن نیز به صورت

 𝑆(𝑡) = 𝑃(𝑇 > 𝑡), 

 𝑆(𝑡) = 𝑒𝑥𝑝(−𝜆𝑡), 

 𝑆(𝑡) = 𝑒𝑥𝑝(−𝜆𝑡𝛾), 

(1 ) 𝑓(𝑡) =
𝛽

𝜂
(

𝑡

𝜂
)

𝛽−1

𝑒𝑥𝑝 [− (
𝑡

𝜂
)

𝛽

] ,    𝑡 ≥ 0, 

 𝑓(𝑡) = 0. 

(2 ) 𝐹(𝑡) = 1 − 𝑒𝑥𝑝 [− (
𝑡

𝜂
)

𝛽

] ,    𝑡 ≥ 0, 

(3 ) 𝑆(𝑡) = 𝑒𝑥𝑝 [− (
𝑡

𝜂
)

𝛽

] ,    𝑡 ≥ 0, 

(4 ) 𝜆(𝑡) =
𝑓(𝑡)

𝑆(𝑡)
=

𝛽

𝜂
(

𝑡

𝜂
)

𝛽−1

,    𝑡 ≥ 0, 

 𝐸(𝑇) = 𝜂 𝛤 (1 +
1

𝛽
), 
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  تابع گاما است. ،(⋅)𝛤تعریف شده است که در آن

کرد،   ارایههای دقیق از توزیع بقا  بینیهای پارامتری در شرایطی بسیار مفید هستند که توزیع زمان بقا مشخص و قابل اعتماد باشد و بتوان پیش مدل
تر، انعطاف و کارایی بیشتری در شرایط مختلف  پارامتری مانند مدل کاکس با فرضیات سادههای نیمه اما نیازمند فرضیات قوی هستند. در مقابل، مدل

روند که  ی به کار میپارامتری در تحلیل بقا به طور خاص برای زمانهای نیمه گردد. مدلهای بقا استفاده میطور گسترده در تحلیلداده دارند و به 
ی بین متغیرهای توضیحی و ریسک بقا را بررسی  خواهیم توزیع کامل زمان بقا را به صورت صریح فرض کنیم، ولی در عین حال مایلیم رابطه نمی 
کند که نرخ شکست به  پارامتریک معروف و پرکاربرد در تحلیل بقا، مدل مخاطرات متناسب کاکس است. این مدل فرض میمدل نیمه   .[4]  کنیم

 ضرب تابعی از زمان و تابعی از متغیرهای توضیحی است که به شکل صورت حاصل 

 بردار پارامترهای مربوط به متغیرهای توضیحی 𝛽 شود، ونرخ شکست پایه است که به صورت غیرپارامتری مدل می  𝜆0(𝑡) در آننوشته شده است که  

𝑋  پارامتری نامیده شده است. مدل کاکس نیازی به فرض توزیع مشخص برای زمان بقا ندارد و به همین دلیل نیمه  .است 

توجهی از اند، بخش قابل های یادگیری ماشین پرداختههای کلاسیک تحلیل بقا و روش ی به مقایسه مدل های اخیر مطالعات متعدداگرچه در سال
ها، تغییر بینیداده خاص متمرکز بوده و ابعاد مهمی مانند کالیبراسیون پیشها در یک مجموعه بینی مدلاین مطالعات صرفا بر مقایسه قدرت پیش

طور را به   هاآنها و قابلیت استفاده عملی از  پذیری مدلها، پایداری نتایج، تبیینف، اثر میزان سانسورشدگی دادههای زمانی مختل عملکرد مدل در افق
های یادگیری  های کلاسیک و الگوریتمزمان مدلیک چارچوب مقایسه برای ارزیابی هم  ارایهاند. وجه تمایز پژوهش حاضر، زمان بررسی نکرده هم

 ها است. ماشین در تحلیل داده 

 های یادگیری ماشین در تحلیل بقا  الگوریتم   - ۲

ها یاد بگیرند و بر اساس آن  دهند از دادههای ریاضی هستند که به کامپیوترها امکان می ها و مدلای از روش های یادگیری ماشین مجموعهالگوریتم
دار آموزش های برچسبیادگیری تحت نظارت نوعی از یادگیری ماشینی است که در آن مدل با استفاده از داده  .[5]  گیری کنندبینی یا تصمیمپیش

ها به  ای طراحی شده که ورودی بندی انجام دهد. این روش به گونهطبقهبینی یا های جدید پیش بیند تا بتواند الگوها را شناسایی کرده و برای داده می
های مهم  باشد. برخی از الگوریتمگیرد و هدف، یادگیری رابطه میان ورودی و خروجی میهای متناظر در اختیار الگوریتم قرار میهمراه خروجی 

های رخت تصمیم، ماشین بردار پشتیبان، بیز، جنگل تصادفی و الگوریتم ند از، رگرسیون خطی، رگرسیون لجستیک، دایادگیری تحت نظارت عبارت 
گیری خودکار هستند و بسته به  بینی و تصمیمها پایه بسیاری از کاربردهای یادگیری ماشینی در تحلیل داده، پیش بوستینگ. این خانواده از الگوریتم 

 . [6] گرددسازی انتخاب میله، داده و هدف مدل اماهیت مس

قابلیت تفسیر بالایش، کاربرد فراوانی در  های پایه و محبوب در حوزه یادگیری ماشین است که به دلیل سادگی و  درخت تصمیم یکی از الگوریتم 
هایی است که در هر گره یک تصمیم مبتنی بر یک ویژگی از  ها دارد. ساختار درخت تصمیم متشکل از گره بندی، رگرسیون و تحلیل دادهل طبقهیمسا
های برگ برسد که نوع  کند تا به گره ی ادامه پیدا می ها نمایانگر نتایج این تصمیمات هستند. این روند به طور بازگشتشود و شاخه ها گرفته میداده

های ورودی است. در هر مرحله،  شود که شامل کل دادهکنند.  فرآیند ساخت درخت از گره ریشه آغاز میبینی نهایی مدل را تعیین میخروجی یا پیش 
وری ب معمولا بر اساس معیارهایی مانند کاهش آنتروپی یا بیشینه بهره شود. این انتخاها دارد انتخاب می ای که بیشترین توانایی در تفکیک دادهویژگی

تر تبدیل  های همگنهایی با ویژگینتخاب شده تقسیم و به زیرمجموعه ها بر اساس مقدارهای ویژگی ا. سپس داده [7]  گیرد اطلاعات صورت می 
بیشینه عمق درخت( ادامه  شوند. این روند تقسیم می به حداقل نمونه در گره یا  تا زمانی که معیار توقف برقرار شود )مانند رسیدن  بازگشتی  بندی 

 𝑉𝑎𝑟(𝑇) = 𝜂2 [𝛤 (1 +
2

𝛽
) − (𝛤 (1 +

1

𝛽
))

2

], 

(6 ) 𝑉𝑎𝑟(𝑇) = 𝜂2 [𝛤 (1 +
2

𝛽
) − (𝛤 (1 +

1

𝛽
))

2

], 
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 برای مجموعه داده 𝐻(𝐷) آنتروپی  .بهینه با قابلیت تعمیم مناسب ساخته شود  شود تا در نهایت ساختار درخت تصمیماین فرآیند باعث می  یابد.می

𝐷  به صورت  

قطعیت یا تنوع در مجموعه داده است. درخت  آنتروپی نمایانگر میزان عدمها است.  در داده 𝑖 های متعلق به کلاس نسبت نمونه  𝑝𝑖 شود کهمحاسبه می
ها  بندی برای جداسازی داده رود تا بهترین تقسیم ها به کار می خلوص مجموعه داده گیری خلوص یا عدم گیری به ویژه، آنتروپی برای اندازهتصمیم 

  به شکل 𝐴 وری اطلاعات برای تقسیم داده با استفاده از ویژگیبهره  .[4] انتخاب شود

وری اطلاعات بیانگر میزان کاهش آنتروپی پس از  دارد. بهره را   𝑣 مقدار 𝐴 ها است که ویژگیای از دادهزیرمجموعه 𝐷𝑣 شود که در آنتعریف می
 رود.تقسیم داده است و معیار اصلی برای انتخاب ویژگی در هر گره به شمار می 

شود. مدل یادگیری ترکیبی شناخته میهای قدرتمند و پرکاربرد در حوزه یادگیری ماشین است که به عنوان یک  الگوریتم جنگل تصادفی یکی از روش 
ای ملاحظه  طور قابل  پذیری مدل را به ای از درختان تصمیم به صورت تصادفی و ترکیب نتایج آنان، دقت و تعمیم این الگوریتم با آموزش مجموعه 

پدیدهافزایش می برابر  بالایی در  و مقاومت  بیش دهد  کلیدیی  بر اساس دو مفهوم  دارد. تصادفی  نمونه   برازش  شامل  که  با بنا شده است  برداری 
های تصادفی با جایگزینی درخت نمونه  𝐵 ها در هر گره تقسیم درخت است. از مجموعه داده اصلی، به تعدادجایگزینی و انتخاب تصادفی ویژگی

م تصادفی به این شکل است که در  های تصمیها، پایه آموزش یک درخت تصمیم خواهد بود. ساخت درختشود. هر یک از این نمونهانتخاب می
شود. سپس بهترین ها انتخاب میهای داده(، یک زیرمجموعه تصادفی از ویژگیها )ویژگیهر گره تقسیم درخت، به جای استفاده از تمامی ویژگی

ردد. این کار منجر به افزایش گنقطه تقسیم بر اساس معیارهای خلوص )مانند شاخص جینی یا آنتروپی( در این زیرمجموعه محاسبه و اعمال می
درخت بین  پیشتنوع  بین  همبستگی  کاهش  و  پیشمی  هاآنهای  بینیها  نتایج  ترکیب  سراغ  به  سپس  رفتبینیشود.  خواهیم   سایلمدر    .[8]  ها 

بینی های تمامی درختان، پیشرگرسیون میانگین خروجی مسایلشود و همچنین در بندی پاسخ نهایی بر اساس رای اکثریت درختان تعیین میطبقه
 به صورت  𝑥 بینی نهایی مدل برای نمونهپیش .دهدنهایی را تشکیل می

برای ساخت درخت تصمیم بهینه، باید در هر   .است 𝑥 برای نمونه 𝑏 بینی درخت شمارهپیش 𝑇𝑏(𝑥) تعداد کل درختان و 𝐵 شود که در آنبیان می 
نقطه تقسیم مناسبی انتخاب شود که باعث افزایش خلوص داده های فرزند شود. شاخص جینی میزان عدم خلوص را به  ها در گره گره، ویژگی و 

  صورت

دهنده خلوص ها است. مقدار کمتر شاخص جینی نشان تعداد کلاس  𝐾 در آن نود و 𝑘 ای از کلاس احتمال حضور نمونه  𝑝𝑘 کند کهمحاسبه می
 بیشتر است.  

ای را انتخاب کند که یکی از کند ویژگی و نقطههااست. الگوریتم در هر گره سعی میحداقل کردن آنتروپی به معنای افزایش نظم و یکنواختی نمونه 
برداری های نمونه اده گیری نتایج تعداد زیادی درخت از دها بهینه شود. با میانگین ها بین کلاس ها را به حداقل برساند و در نتیجه تفکیک داده این معیار

پذیری بالا در ابعاد بزرگ داده که  کند. همچنین انعطافبرازش جلوگیری میشده تصادفی، جنگل تصادفی واریانس مدل را کاهش داده و از بیش
گ عمل کند. یکی دیگراز های با فضای ویژگی بسیار بزرشود مدل بتواند بدون افت عملکرد در داده ها در هر گره، باعث می انتخاب تصادفی ویژگی
ها به آموزش  تواند بدون حذف داده های گمشده و پراکنده است و می های ناقص است. جنگل تصادفی قادر به مواجهه با دادهمزیت ها مدیریت داده 

های تقسیم، ار خلوص در گره هر ویژگی در کاهش معی تاثیرها را خواهدداشت که با توجه به خود ادامه دهد. همچنین امکان ارزیابی اهمیت ویژگی

(7 ) 𝐻(𝐷) = − ∑

𝑛

𝑖=1

𝑝𝑖log2(𝑝𝑖), 

(8 ) 𝐼𝐺(𝐷, 𝐴) = 𝐻(𝐷) − ∑

𝑣∈(𝐴)

|𝐷𝑣|

|𝐷|
𝐻(𝐷𝑣), 

(9 ) 𝑓(𝑥) =
1

𝐵
∑

𝐵

𝑏=1

𝑇𝑏(𝑥), 

(8 ) 𝐺𝑖𝑛𝑖 = 1 − ∑

𝐾

𝑘=1

𝑝𝑘
2, 
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ها را تعیین کرد که این امر در انتخاب ویژگی و تفسیر مدل بسیار مفید است. این الگوریتم توانایی توان به صورت کمی میزان اهمیت ویژگیمی
های جنگل تصادفی در مواجهه با داده   ها،استرپ و انتخاب تصادفی ویژگیپایداری و قابلیت تعمیم بالا را دارد و به دلیل تنوع درختان و اصول بوت 

ها، با  برداری و انتخاب تصادفی ویژگیجدید و نویزی عملکرد پایدار و قابل توجهی دارد. الگوریتم جنگل تصادفی با استفاده ترکیبی از روش نمونه 
شده است که توانمندی زیادی  یادگیری نظارت  های، یکی از قدرتمندترین الگوریتمهاآنهای  بینیساخت چندین درخت تصمیم متنوع و ترکیب پیش

ای مانند شاخص جینی و آنتروپی در طراحی هر درخت پذیری مدل دارد. معیارهای دقیق و استاندارد شدهبینی و افزایش تعمیمدر بهبود دقت پیش
 . [3] شوندتر مدل میموجب ساختار بهینه و دقیق 

برای طبقه که  ناظر است  با  یادگیری ماشین  الگوریتم  پشتیبان یک  بردار  و رگرسیون استفاده میماشین  بیشتر در  بندی  اما  بندی طبقه  مسایلشود، 
ها را به دو دسته مختلف به بهترین شکل ممکن  دودویی کاربرد دارد. هدف اصلی این الگوریتم پیدا کردن یک خط یا ابرصفحه بهینه است که داده 

فحه پیدا کند یک ابرص ها به صورت نقاطی در فضای چندبعدی نمایش داده شده است ماشین بردار پشتیبان سعی میجدا می کند. فرض کنید داده
ترین نقاط هر دسته بیشینه باشد. این فاصله به نام »حاشیه« شناخته  که فاصله این ابرصفحه تا نزدیک   طوریبه کند که دو دسته داده را از هم جدا کند 

ترین  یم. تنها نقاطی که نزدیک تری را بتوانیم ایجاد کنتر و مقاوم بندی دقیقشود و هدف ماشین بردار پشتیبان بزرگ کردن این حاشیه است تا طبقهمی
ها به صورت خطی قابل جدا شدن نباشند،  مستقیم ندارند و اگر داده  تاثیرها  به ابرصفحه هستند در تعیین موقعیت ابرصفحه نقش دارند و بقیه داده 

کند تا در آن فضا بتواند ابرصفحه بالاتر منتقل می ها را به فضای با ابعادمانند ترفند کرنل داده های مختلفماشین بردار پشتیبان با استفاده از تکنیک 
های متعلق به دو یا چند کلاس را با بیشترین  جداکننده را پیدا کند. هدف ماشین بردار پشتیبان پیدا کردن یک مرز تصمیم بهینه است که بتواند داده 

بیشترین فاصله را از مرز داشته  بردار پشتیبان گویند. هاآنکلاس که به  ها از هر ترین دادهفاصله از هم جدا کند. این مرز باید طوری باشد که نزدیک 
 باشند در حالت خطی، مرز تصمیم به صورت  

∥ سازیبردارپشتیبان بیشینه کردن مارجین است که معادل کمینهشودکه به آن فرمول مرز بهینه گویند. هدف ماشینتعریف می 𝑤 ها( )نرم بردار وزن ∥
 . است

 صورت  هبردار وزن به صورت ترکیبی خطی از بردارهای پشتیبان ب

های کند و باعث افزایش توان تعمیم مدل روی داده ترین نقاط هر کلاس جدا میها را با بیشترین فاصله از نزدیک شود. ابرصفحه بهینه، دادهتعریف می
ها. فرمول اده کنند و مدل فقط به این نقاط وابسته است، نه کل درا تعیین میشود. بردارهای پشتیبان، نقاط کلیدی هستند که مرز تصمیم  جدید می

   .[9] برازش جلوگیری شودکند که مدل تا حد امکان ساده و با مارجین بالا باشد تا از بیش سازی تضمین می بهینه

 تاثیرگیری  برد تا بتواند این جداسازی را انجام دهد. نقاطی که نزدیک مرز هستند و روی تصمیمها را به فضای دیگری میماشین بردار پشتیبان داده
کند. این شود، مرز تغییر میجا  جابه   هاآنبردارپشتیبان فقط به این نقاط حساس است و اگر یکی از    .[8]  شوندگذارند، بردار پشتیبان نامیده می می

بردارپشتیبان الگوریتمی است که بهترین خط یا صفحه را برای جدا    ماشین  .های با ابعاد بالا هم کارایی خوبی دارد پیچیده و داده   مسایلالگوریتم در  
های  های هر گروه حداکثر باشد و مدل روی داده ترین دادهکند، طوری که فاصله این خط یا صفحه از نزدیک های مختلف داده پیدا می کردن گروه 

های مختلف کاربرد دارد. در  های پیچیده، در حوزه و توانایی کار با داده ماشین بردار پشتیبان به دلیل دقت بالا    .جدید عملکرد خوبی داشته باشد
های ژنتیکی شود. در بیوانفورماتیک برای شناسایی ساختارهای پروتئینی و توالیها مانند سرطان استفاده میبینی بیماریپزشکی برای تشخیص و پیش 

گیرد. افزارهای پردازش تصویر نیز مورد استفاده قرار میهای امنیتی و نرم ستمهای صورت در سیاستفاده شده است. برای تشخیص چهره و حالت 
امنیت اطلاعات می و  تقلب  موارد مورد استفاده تشخیص  از  و طبقهیکی دیگر  زبان طبیعی  بندی بندی متن در دستهباشد وهمچنین در پردازش 

توان بطور ساده این گونه تفسیر کرد ماشین بردار  ز ماشین بردار پشتیبان استفاده کنیم. میها، اخبار و اسناد و بسیاری از موارد دیگر می توانیم اایمیل

 𝑤 ⋅ 𝑥 − 𝑏 = 0, 

 𝑚𝑖𝑛
𝑤,𝑏

    
1

2
∥ 𝑤 ∥2. 

 𝑦𝑖(w ⋅ x𝑖 − 𝑏) ≥ 1        ∀𝑖. 

(10 ) 𝑤 = ∑

𝑛

𝑖=1

𝛼𝑖𝑦𝑖𝑥𝑖 , 
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که این خط تا حد امکان از هر دو گروه دور باشد.   طوریبه پشتیبان را مانند کشیدن یک خط فرضی بین دو گروه از اشیا در یک صفحه تصور کرد،  
تر و با اطمینان بیشتری بتوان آن را به یکی از دو گروه نسبت داد. نکته مهم  شود، راحتجدید وارد می  شود که وقتی یک دادهاین فاصله زیاد باعث می 

ها و در نهایت به طور خلاصه،  کنند که خط کجا کشیده شود، نه همه دادهاین است که فقط چند نقطه نزدیک به این خط )بردارهای پشتیبان( تعیین می
پذیری  کند و به دلیل دقت و انعطاف بندی میها را طبقه ها، داده تمی است که با پیدا کردن بهترین مرز جداکننده بین دستهماشین بردار پشتیبان الگوری 

  .[9] ها کاربرد خواهد داشتبالا، در بسیاری از زمینه 

رود. در این روش، هدف بندی دودویی به کار میطبقه  مسایلهای پرکاربرد در یادگیری ماشین و آمار است که برای  رگرسیون لجستیک یکی از روش 
مدل    وقوع رویداد، و بله یا خیر. خروجی این بینی احتمال تعلق هر مشاهده به یکی از دو کلاس است؛ برای مثال بیمار یا سالم، وقوع یا عدمپیش

کننده و  بینیرگرسیون لجستیک رابطه بین متغیرهای پیش   شود.عنوان احتمال وقوع کلاس مورد نظر تفسیر میمقداری بین صفر و یک است که به 
کند.  تبدیل میکند. این الگوریتم با استفاده از تابع لجستیک، مقادیر حاصل از ترکیب خطی متغیرها را به احتمال  سازی میاحتمال وقوع پیامد را مدل

های ورودی، احتمال وقوع یک پیامد دودویی را برآورد کند.یکی از مزایای مهم رگرسیون لجستیک، تواند بر اساس ویژگیبه این ترتیب، مدل می
به همین دلیل  دهند که هر متغیر چه اثری بر احتمال وقوع پیامد دارد؛  سادگی، سرعت اجرا و تفسیرپذیری مناسب آن است. ضرایب مدل نشان می 

هایی که رابطه نسبتا مشخصی میان  ای دارد. همچنین این الگوریتم برای داده این روش در مطالعات پزشکی، اپیدمیولوژی و علوم داده کاربرد گسترده
پیچیده و غیرخطی ممکن  سازی روابط بسیار  با این حال، رگرسیون لجستیک در مدل  دهد.می  ارایهمتغیرهای مستقل و پیامد دارند، عملکرد مناسبی  

داده  این، وجود  بر  باشد. علاوه  بودن کلاس های گمشده، هم است محدودیت داشته  نامتوازن  یا  متغیرها  بین  اثر  ها میخطی  آن  بر عملکرد  تواند 
در    رود.ودویی به شمار می بینی پیامدهای دهای پایه و معتبر برای پیشها، رگرسیون لجستیک همچنان یکی از روش بگذارد. با وجود این محدودیت 

های زمانی مشخص  بینی وقوع رویداد در افقبندی خطر و پیش تحلیل بقا نیز از مفاهیم مرتبط با رگرسیون لجستیک در برخی رویکردهای طبقه
ابزارهای مهم در  میاستفاده   به دلیل سادگی، تفسیرپذیری و کارایی مناسب، یکی از  به طور کلی، این الگوریتم  های پزشکی و  تحلیل داده شود. 

کند. به طور  این مدل به وسیله تابع لجستیک احتمال وقوع یا عدم وقوع یک رویداد دودویی را مدل می   .[10]  شودبینی پیامدها محسوب می پیش
نحوه  .کنیم ارایههای دقیقی بینیها را به دو دسته مختلف تقسیم کرده و پیشکند تا دادهکمک میما  خلاصه، خروجی دودویی در یادگیری ماشین به

 کند ها را محاسبه میکارکردن الگوریتم رگرسیون لجستیک به صورت زیراست. مدل ابتدا مانند رگرسیون خطی، یک ترکیب خطی از ویژگی

آن مبدا و 𝛽0 که در  از  ,𝛽1 عرض  𝛽2, … , 𝛽𝑛   بین اینکه خروجی مدل  برای  )یا   1و    0ضرایب مدل هستند.  تابع لجستیک  به  باشد، مقدار خطی 
 .ید( داده شودوئ سیگم

شود. اگر این  به عنوان احتمال تعلق نمونه به کلاس مثبت تفسیر می 𝑦 همان مقدار خطی مرحله قبل است. مقدار 𝑧 عدد اویلر است و 𝑒 که در آن

 گیرد. فرمول کلی مدل لجستیک به شکل ( بیشتر باشد، نمونه به کلاس مثبت وگرنه به کلاس منفی تعلق می0.5احتمال از یک آستانه )معمولا 

,𝛽1 عرض از مبدا 𝛽0 (1و    0احتمال تعلق نمونه به کلاس مثبت )مقداری بین   𝑦 .است  … , 𝛽𝑛  ضرایب مدل و 𝑥1, … , 𝑥𝑛 های نمونه یا به  ویژگی
  صورت تبدیل لوجیت هم نوشته شود که به شکل

مانند پزشکی و قتصاد همچنین بازاریابی و  های مختلفی  همان احتمال تعلق به کلاس مثبت است. رگرسیون لجستیک در حوزه  𝑝 است که در آن
ها و تبدیل آن با تابع سیگموئید، بندی است که با ترکیب خطی ویژگیبطور کلی رگرسیون لجستیک یک مدل طبقه  .های دیگر کاربرد دارد بسیاری زمینه 

به یک کلاس را پیش نهایی را می بینی میاحتمال تعلق نمونه  با یک آستانه، تصمیم  و  رگرسیون لجستیک رتبه ای یک روش آماری در   .یرد گکند 
آوردن خطی که بهترین برازش را با  دستپردازش داده برای پیشبینی ارزش یک متغیر بر اساس متغیرهای وابسته استفاده می شود. این روش برای به 

 𝑧 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 + ⋯ + 𝛽𝑛𝑥𝑛 , 

 𝑦 =
1

1 + 𝑒−𝑧
, 

(15 ) 𝑦 =
1

1 + 𝑒−(𝛽0+𝛽1𝑥1+𝛽2𝑥2+⋯+𝛽𝑛𝑥𝑛)
, 

(16 ) 𝑙𝑛 (
𝑝

1 − 𝑝
) = 𝛽0 + 𝛽1𝑥1 + ⋯ + 𝛽𝑛𝑥𝑛 , 
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ای روشی است برای  . به بیان دیگر، رگرسیون لجستیک رتبهترین یا کارآمدترین روش استکند، بهینهها دارد و کمترین خطای ممکن را ایجاد میداده
شده و مقدار واقعی محاسبه بینیی داده، خطای بین مقدار پیشابتدا برای هر نمونه   .کندصورت زیر عمل مییافتن مدلی خطی یا تابع تصمیم که به 

شود تا میزان کلی خطا به  مجموع مربعات خطاها( محاسبه می  ها، مجموع قدر مطلق خطاها )یا در برخی موارد شود. سپس برای تمام نمونه می
دست آید. ها به شوند تا بهترین برازش با داده روزرسانی می دست آید. برای کاهش مجموع مربعات خطاها، پارامترهای خط یا همان ضرایب اریبی به

ای خطی  رود که بین متغیرهای مستقل و متغیر وابسته رابطه کار میه ها در رگرسیون خطی است و در حالتی بترین روش شدهاین روش یکی از شناخته 
بینی مقدار متغیر وابسته با کمترین ها پیدا کرده و به پیش روزرسانی پارامترهای مدل، بهترین خط برازش را برای داده وجود داشته باشد. این روش با به 

 .کندخطای ممکن کمک می 

رود. در این روش، بینی پیامدهای دودویی به کار میدرخت تصمیم و رگرسیون لجستیک است که برای پیشدرخت رگرسیون لجستیک ترکیبی از  
شود. شوند و سپس در هر بخش یک مدل رگرسیون لجستیک برازش میهای مهم به چند بخش نسبتا همگن تقسیم می ها ابتدا بر اساس ویژگیداده

یکی از مزایای اصلی این روش، افزایش   تر بین متغیرهای ورودی و خروجی را بهتر شناسایی کند.پیچیده شود مدل بتواند روابط  این ساختار باعث می
آنانعطاف  از  است.  ساده  لجستیک  رگرسیون  با  مقایسه  در  داده پذیری  از  بخش  هر  که  به طور جداگانه مدلجا  بررسی سازی میها  امکان  شود، 

تر تواند تفسیر نتایج را نیز آسان گردد. همچنین، ترکیب ساختار درختی با رگرسیون لجستیک میاهم می های مختلف فرالگوهای متفاوت در زیرگروه 
بررسی است.با وجود این مزایا، درخت رگرسیون لجستیک در  ها مشخص است و هم اثر متغیرها در هر بخش قابل کند، زیرا هم نحوه تقسیم داده

پردازش بیشتری نیاز داشته باشد. همچنین در صورت کنترل نکردن پیچیدگی متغیرها ممکن است به پیش های ناقص یا حجم بالای  مواجهه با داده 
تواند عملکرد مناسبی داشته باشد و به عنوان  های پیچیده و ناهمگن می برازش نیز وجود دارد. با این حال، این روش در داده درخت، احتمال بیش 

 دودویی مورد استفاده قرار گیرد.  بینی نتایجمدلی قابل تفسیر برای پیش 

 ی عصبی و کاربردهای آن در تحلیل بقا شبکه   - 3

ها از واحدهای  اند. این شبکههای مهم یادگیری ماشین هستند که با الهام از ساختار مغز انسان طراحی شدههای عصبی مصنوعی از جمله روش شبکه
های ورودی، الگوها و روابط  ای به یکدیگر متصل هستند و با دریافت دادهصورت لایه که به اند ای به نام نورون مصنوعی تشکیل شدهپردازشی ساده
سازی خروجی تولید  های مربوطه، با استفاده از یک تابع فعال ها و اعمال وزن گیرند. هر نورون پس از دریافت ورودی ها را یاد می موجود در داده 

های عصبی، های شبکهترین ویژگییکی از مهم  بینی کاهش یابد.شوند که خطای پیشای تنظیم میگونه   های شبکه بهکند. در فرایند آموزش، وزنمی
به همین دلیل، این روش   هاآنتوانایی   های مختلفی مانند تشخیص الگو، ها در حوزه در شناسایی روابط پیچیده و غیرخطی میان متغیرها است. 

بینی پیامد  توانند برای پیشهای عصبی میپزشکی، شبکه  مسایلای دارند. در  م پزشکی کاربرد گستردهپردازش تصویر، پردازش زبان طبیعی و علو
توان بر اساس نوع یادگیری به سه دسته کلی های عصبی را میشبکه  های پیچیده مورد استفاده قرار گیرند.بندی بیماران و تحلیل دادهبیماری، طبقه 

های بینی خروجی صحیح برای داده بیند و هدف آن پیشدار آموزش میهای برچسبشده، شبکه با استفاده از دادهنظارت تقسیم کرد. در یادگیری  
پردازد. در یادگیری ها میها به کشف الگوها و ساختارهای پنهان در دادهجدید است. در یادگیری بدون نظارت، شبکه بدون استفاده از برچسب

های عصبی به دلیل توانایی در  گیرد.در تحلیل بقا، شبکهتعامل با محیط و دریافت پاداش یا تنبیه، راهبرد مناسب را یاد می  تقویتی نیز مدل از طریق
هایی که دارای  توانند در داده ها میاند. این روش کننده و زمان وقوع رویداد، موردتوجه قرار گرفتهبینیسازی روابط پیچیده بین متغیرهای پیشمدل

های عصبی به  تر بقا کمک کنند. از این رو، شبکه بینی دقیق وهای غیرخطی و تعاملات پیچیده هستند، عملکرد مناسبی داشته باشند و به پیش الگ
 شوند. های نوین و کارآمد در تحلیل بقا شناخته می عنوان یکی از روش 

  کنند. در هر نورونهای شبکه عبور میهای ورودی از لایهانتشار رو به جلو که در آن داده  .1

 . شود سازی است. در خروجی نهایی شبکه تولید میتابع فعال  𝑓 اریبی و 𝑏ها، ورودی  𝑥𝑖ها، وزن  𝑤𝑖 برقرار است. که در آن

 . شودمیگیری بینی شده و مقدار واقعی اندازه محاسبه خطا که در آن تفاوت بین خروجی پیش .2

 𝑧 = ∑ (𝑤𝑖 × 𝑥𝑖) + 𝑏, 

 𝑎 = 𝑓(𝑧), 
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به وزن   .3 انجام میپس .  شود ها محاسبه میگرادیان خطا نسبت  به سمت لایه ورودی  از لایه خروجی  قانون زنجیره انتشار خطا که محاسبات  از  ای شود. 
 . شود گیری استفاده میمشتق 

  روزرسانی به شکلشوند. فرمول بهروزرسانی میسازها بهبهینه ها با استفاده از ها، وزنروزرسانی وزن به  .4

 نرخ یادگیری است.  𝜂 است که در آن 

بهشبکه پرسپترونهای عصبی مصنوعی،  چندلایهویژه  انعطاف1های  دلیل  به  مدل،  در  بالا  متغیرها،  پذیری  میان  و غیرخطی  پیچیده  روابط  سازی 
های کلاسیک که شوند. برخلاف مدل های کلاسیک )مانند مدل مخاطرات تناسبی کاکس( در تحلیل بقا محسوب می برای مدلجایگزینی کارآمد  

های بالینی،  های عصبی قادرند الگوهای پنهان و تعاملات غیرخطی میان داده ی مانند خطی بودن تکیه دارند، شبکه هاآنگیراغلب بر فرضیات سخت
ها معمولا شامل یک لایه ورودی  معماری این شبکه  .[11]  فرض استخراج کنندی آزمایشگاهی را بدون نیاز به فرضیات پیش دموگرافیک و پارامترها
های پیچیده، و یک لایه  سازی غیرخطی برای استخراج ویژگیهای متعدد و توابع فعال بین(، یک یا چند لایه پنهان با نورون )برای متغیرهای پیش

شود که به دلیل قابلیت  نیز استفاده می 2های عصبی بازگشتییا تابع خطر است. در برخی کاربردهای خاص، از شبکهخروجی برای برآورد احتمال بقا  
ها، برخلاف تابع خطر صریح در مدل های زمانی و متوالی در تحلیل بقا بسیار مناسب هستند. در این مدلحفظ اطلاعات در طول زمان، برای داده

  به طور کلی، خروجی شبکه عصبی به شکل .[12] شوددیده و توابع غیرخطی انجام میهای آموزش وزن بینی بر اساس کاکس، پیش

 
های شبکه عصبی در مدل   .شودهای بقا بهینه می ریق آموزش با داده پارامترهای شبکه است که از ط 𝜃 ها و تابعی غیرخطی از ورودی 𝑥 در آناست.  

فعال  توابع  از  معمولا  بقا،  یادگیری وزنبرای  برای  استفاده می سازی غیرخطی  شبکه  ها  پایه  بر  معمولا  بقا  تحلیل  در  شبکه عصبی  معماری  شود. 
سازی غیرخطی، احتمال بقا یا خطر مرگ را  دیده و توابع فعالهای آموزش ن ها را دریافت کرده و با استفاده از وزپرسپترون چندلایه است که ورودی

به صورت غیرخطی و با   هاآنبینی های کلاسیک رگرسیونی، فرمول مشخص و خطی ندارند و تابع پیش ها برخلاف مدل کند. این شبکهبینی میپیش
سازی و الگوریتم آموزش  ها، انتخاب توابع فعال ها و نورونعیین تعداد لایه شود. طراحی معماری مناسب شامل تدیده تعریف میپارامترهای آموزش 

بینی هستند، بلکه های عصبی در تحلیل بقا نه تنها ابزارهای قدرتمندی برای پیششبکه  .شودها انجام می است که به صورت تجربی و با توجه به داده
ها به یکی از  ها باعث شده است که این روش کنند. این ویژگیها را فراهم میتر درباره رفتار سیستم بینش عمیق  ارایه امکان کشف الگوهای جدید و  

 .[11] ها تبدیل شوند و مورد استفاده قرار گیرندابزارهای اصلی در تحقیقات پزشکی و سایر حوزه 

 های یادگیری ماشین  های کلاسیک آماری و مدل ی مدل مقایسه   - 4

شوند. برخی از بیماران ممکن  ی بیماران تا وقوع رویداد مورد نظر )مانند مرگ، عود بیماری یا شکست درمان( پیگیری نمیهمه های بقا،  در داده 
های شود. نادیده گرفتن سانسور در مدل است پیش از وقوع رویداد از مطالعه خارج شوند یا مدت مطالعه پایان یابد. به این حالت سانسور گفته می 

تر وزن بیشتری در تحلیل دارند. برای رفع این سوگیری از روش وزن احتمال  های کاملشود، زیرا دادهایجاد سوگیری در برآوردها می  آماری باعث
های سانسور شده، به هر مشاهده  ی اصلی روش وزن احتمال معکوس سانسور آن است که به جای حذف داده ایده  .شودمعکوس سانسور استفاده می

با احتمال سانسور نشدن تا زمان مشاهده اختصاص داده شود. به بیان دیگر، اگر احتمال اینکه یک فرد تا زمان مشخصی سانسور نشود    وزنی متناسب
 .[8] کم باشد، ولی واقعا اطلاعات کامل از او در دسترس باشد، باید وزن بیشتری در مدل بگیرد 

1 Multilayer Perceptron (MLP) 2 Recurrent Neural Network (RNN) 

 𝑤𝑛𝑒𝑤 = 𝑤𝑜𝑙𝑑 − 𝜂 ×
𝜕𝐿

𝜕𝑤
, 

 𝑔(𝑥, 𝜃), 
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𝑇̃𝑖 زمان سانسور؛ 𝐶𝑖 زمان واقعی وقوع رویداد؛ 𝑇𝑖 داریم 𝑖 برای فرد فرض کنید   = 𝑚𝑖𝑛(𝑇𝑖 , 𝐶𝑖) شده؛زمان مشاهده 𝛿𝑖 = 𝐼(𝑇𝑖 ≤ 𝐶𝑖)   شاخص وقوع
  ، به صورت𝑡  در صورت سانسور(. تابع بقای سانسور، یعنی احتمال سانسور نشدن تا زمان 0اگر رویداد رخ داده و   1رویداد )

  وزن معکوس سانسور برای هر مشاهده به صورت .شودمایر برآورد میشود. که معمولا با استفاده از برآوردگر کاپلان تعریف می

𝛿𝑖)  در این رابطه اگر فرد سانسور نشده باشد   شود.محاسبه می = ، وزن او برابر با معکوس احتمال سانسور نشدن تا آن زمان است؛اگر فرد سانسور  (1
𝛿𝑖)شده باشد   = ای رفتار کنند که  گونهشده )غیرسانسور( به های مشاهدهشود داده دهی باعث می این وزن  .شود، وزن او صفر در نظر گرفته می(0

های های آماری یا یادگیری ماشین که با داده ترتیب، مدلی افراد زمان رویداد مشاهده شده است. بدینی کل جمعیت باشند، گویی برای همهنماینده
باشد و    0.3برابر   200مانند. به عنوان مثال اگر احتمال سانسور نشدن تا روز شی از سانسور مصون میشوند، از سوگیری نادار آموزش داده می وزن

𝛿𝑖)  بیماری واقعا تا آن زمان پیگیری کامل داشته باشد = 𝑤𝑖  ی او برابر، وزن داده(1 =
1

0.3
≈  3.33ی  ی این فرد به اندازهخواهد بود. یعنی داده  ،3.33

نماید اما در  ها و بهبود دقت مدل را فراهم میی دادهرفع سوگیری ناشی از سانسور، استفاده از همه  .گذارد تحلیل اثر می  فرد مشابه سانسورشده در
 .ها ممکن است ناپایدار شوندهای کوچک یا در صورت سانسور زیاد، وزن نمونه 

 ی اصلیرود. از دادهکار میها به بینییادگیری ترکیبی است که برای کاهش واریانس مدل و افزایش پایداری پیشروش بگینگ یکی از رویکردهای  

𝐷   یبا اندازه  𝑛تعداد ، 𝐵  یشود؛ برای هر نمونه ی تصادفی با جایگزینی استخراج مینمونه  𝑏 = 1,2, … , 𝐵  یک مدل یادگیری ماشین آموزش داده ،
  های مختلف است که به شکلهای مدلبینییی مدل برابر میانگین پیش بینی نهاشود؛ پیشمی

 
دهد. می   ارایه( تصویری جامع از وضعیت بالینی جمعیت مورد مطالعه  2جدول  های توصیفی متغیرهای کمی )بررسی شاخص   .شودمی نمایش داده  

های دهنده ناهمگونی در طول مدت مشاهده و ماهیت دادهروز گزارش شد که نشان   130.2۶روز با میانگین    2۸5تا    4زمان پیگیری بیماران در دامنه  
ریت جامعه دهند که اکث ها نشان میدست آمد؛ این یافتهبه   3۸.0۸%   1سال و میانگین کسر جهشی قلب  ۶0.۸3بقا است. میانگین سنی بیماران  

توجه عملکرد سیستولی هستند. از منظر آزمایشگاهی، دهند که دچار نارسایی قلبی با کاهش قابلمورد مطالعه را افراد میانسال و سالمندی تشکیل می
، بیشترین پراکندگی را  ۹۷0.2۹با انحراف معیار بسیار بالای    CPK)دارای چولگی به راست( و آنزیم    1.3۹متغیرهایی نظیر کراتینین سرم با میانگین  

،  13۶.۶3های قلبی و کلیوی در میان بیماران است. در مقابل، متغیرهایی مانند سدیم سرم با میانگین  نشان دادند که حاکی از تفاوت در شدت آسیب
های استنباطی سازی و تفسیر تحلیلمدل های دموگرافیک و بالینی، زیربنای لازم را برای ورود به مراحل  تری داشتند. شناسایی این ویژگیتوزیع متعادل

نمود.به  دادهفراهم  با چالش  مقابله  از سانسور )که  منظور  ناشی  ناقص  داده  ۶۸%های  را شامل می  2۹۹های  از کل  از ترکیب روش  بیمار  شد(، 
تری های بیشتر به بیمارانی که اطلاعات کامل با اختصاص وزن   IPCWاستفاده شد. رویکرد    3و تکنیک بگینگ 2دهی معکوس احتمال سانسور وزن

ها، منجر بینیگیری از پیشاسترپ و میانگینگیری بوت داشتند، سوگیری ناشی از سانسور را کاهش داد، در حالی که الگوریتم بگینگ از طریق نمونه 
به دو بخش    20به    ۸0ها با نسبت  پذیری، دادهد. برای ارزیابی توان تعمیم برازش در این حجم نمونه محدود گردیبه پایداری مدل و جلوگیری از بیش

انجام گرفت. نتایج این بخش نشان داد که در اکثر   4هاآموزش و آزمون تقسیم شدند و فرآیند انتخاب متغیرهای بهینه با روش حذف بازگشتی ویژگی
بین مرگ شناسایی شدند که این همگرایی  ترین عوامل پیشخون به عنوان حیاتی  و کراتینین ها، متغیرهای مدت پیگیری، کسر جهشی بطن چپمدل

های یادگیری های کلاسیک آماری و الگوریتمکند.در مرحله ارزیابی نهایی، مقایسه میان مدلها را دوچندان میهای مختلف، اعتبار یافتهمیان مدل 
ها عملکرد پایداری از خود نشان دادند. مدل  ک مدل وجود ندارد، با این حال برخی مدل ماشین نشان داد که هیچ الگوی واحدی برای برتری مطلق ی

1 EF     
2 IPCW     

3 Bagging 
4 RFE 

(17 ) 𝑆𝐶(𝑡) = 𝑃(𝐶𝑖 > 𝑡), 

(18 ) 𝑤𝑖 =
𝛿𝑖

𝑆̂𝐶(𝑇̃𝑖)
, 

(19 ) 𝑓(𝑥) =
1

𝐵
∑

𝐵

𝑏=1

𝑓𝑏(𝑥), 
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شود.  های بالینی محسوب می کاکس به دلیل تفسیرپذیری بالا و امکان سنجش مستقیم اثر متغیرها بر خطر مرگ، همچنان ابزاری قدرتمند در محیط
(، اندکی بهتر از مدل کاکس 0.۷1وابسته به زمان )حدود    AUC( و  0.۷2)حدود    1Cخص  در مقابل، الگوریتم جنگل تصادفی با کسب بالاترین شا

تیک عمل کرد که این برتری ناشی از توانایی این الگوریتم در شناسایی روابط غیرخطی و تعاملات پیچیده میان متغیرهاست. همچنین رگرسیون لجس
های پارامتری مانند وایبول به دلیل عدم انطباق  روز( نشان داد. در سوی دیگر، مدل  250دت )مهای زمانی میان ویژه در افقعملکرد بسیار مطلوبی به 

رغم دادند. شبکه عصبی بقا نیز علی  ارایه ترین نتایج را  های زمانی میانی، ضعیف ها و درخت تصمیم به علت افت دقت در بازه با توزیع واقعی داده 
تر ایجاد نکرد. در مجموع، این پژوهش نشان داد که برای دستیابی  های ساده برتری معناداری نسبت به مدل   هاظرفیت بالا، به دلیل حجم محدود داده

نتیجه در پیش  بالینی« )مدل کاکس( و »بیشینه به بهترین  بین »تفسیرپذیری  بر اساس اولویت  باید  بقا، انتخاب مدل  بینی« سازی دقت پیشبینی 
 یرهای کیفی بیمارن پرداخته است. به توصیف متغی 1جدول  صورت گیرد.

 توصیف متغیرهای کیفی بیماران.   - 1جدول 

Table 1- Description of patients' qualitative variables . 

 

 

 

 

 

 

 

 توصیف متغیرهای کمی بیماران.   - ۲جدول 

Table 2- Description of quantitative variables of patients . 

 

 

 

 

 

اند. میانگین سنی بیماران  روز پیگیری شده  130طور میانگین حدود  اند و به دهد که بیماران مطالعه عمدتا میانسال تا سالمند بوده نشان می   2جدول  
بوده که بیانگر وجود نارسایی قلبی با کاهش قابل توجه عملکرد سیستولی در بیشتر بیماران است. از   3۸.0۸% برابر    EFسال و میانگین    ۶0.۸3
های آزمایشگاهی، سدیم بیماران در بیشتر موارد نزدیک به محدوده طبیعی بوده، اما برخی موارد هیپوناترمی نیز دیده شده است. کراتینین نظر یافته 

  شاخص همبستگی1

 یژگیو )299= کل(تعداد  ی کدگذار 

 رویداد  یتوضع 203 سانسور  /زنده 0

  96 فوت  1

 یتجنس 105 زن 0

  194 مرد 1

 یگار س 203 خیر  0

  96 بله  1

 یابت د 174 خیر  0

  125 بله  1

 فشار خون  194 خیر  0

  105 بله  1

 یآنم 170 خیر  0

  129 بله  1

 ویژگی انحراف معیار  میانه میانگین دامنه

 زمان پیگیری  77.61 115 130.26 [4,285]

 سن  11.89 60 60.83 [40,95]

 کسر جهشی قلب  11.83 38 38.08 [14,80]

 سدیم  4.41 137 136.63 [113,148]

 کراتینین 1.03 1.1 1.39 [0.5,9.4]

 ها پلاکت 97804.24 262000.0 263358.03 [25100,850000]

[23,7861] 581.84 250 970.29 CPK 
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ها  دهنده وجود درجاتی از اختلال عملکرد کلیوی در بخشی از بیماران باشد. همچنین تعداد پلاکتتواند نشان شته که میمیانگین نسبتا بالاتری دا
بیشترین پراکندگی و چولگی را نشان داده و بیانگر    CPKپراکندگی نسبتا زیادی داشته، اما توزیع آن تا حدی متعادل بوده است. در میان متغیرها،  

دهد که جمعیت مورد مطالعه شامل  وضعیت بیماران از نظر آسیب عضلانی یا قلبی بوده است. در مجموع، این جدول نشان می ناهمگونی زیاد  
های تواند در تحلیل اند که می تنوع بالایی داشته  CPKهای آزمایشگاهی مانند کراتینین و  پایین بوده و برخی شاخص   EFبیمارانی با نارسایی قلبی و  

 ها پرداخته است. به توزیع رویدادهای فوت سانسور در داده  3جدول  یادی داشته باشد.بعدی اهمیت ز

 ها. توزیع رویدادهای فوت و سانسور در داده   - 3جدول 

Table 3- Distribution of death and censoring events in the data . 
 

 

 

 

 
های ها بر روی داده ها به دو بخش آموزش و آزمون تقسیم شدند. در این پژوهش، مدلها، دادهبرازش و ارزیابی توان تعمیم مدل برای جلوگیری از بیش 

های آزمون ارزیابی شد. البته در متن اولیه  وابسته به زمان بر روی داده   AUC  و   Cبا استفاده از شاخص    هاآنآموزش برازش داده شدند و عملکرد  
سازی لازم است این نسبت در نسخه نهایی یکسان  ،ذکر شده بود؛ بنابراین  20به    ۸0و در برخی دیگر    10به    ۹0ها  ها در برخی بخش نسبت تقسیم داده 

ها استفاده شد. در این روش، ابتدا یک مدل پایه مانند رگرسیون لجستیک یا جنگل یثر، از روش حذف بازگشتی ویژگ وشود.برای انتخاب متغیرهای م
گردد. در ادامه، متغیرهای  شود و سپس اهمیت هر متغیر بر اساس معیار اختصاصی همان مدل محاسبه میتصادفی بر کل متغیرها برازش داده می

ای بهینه از متغیرهای مهم به دست  یابد تا مجموعه صورت تکراری ادامه می رایند به شود. این فاهمیت حذف شده و مدل دوباره برازش داده می کم
ه  آید. نتایج نشان داد که در رگرسیون لجستیک، متغیرهای مدت پیگیری، کسر جهشی قلب و کراتینین خون بیشترین اهمیت را داشتند، در حالی ک 

 . [8]کسب کرد نیز رتبه بالاتری  CPKتغیرها بودند و  ترین مدر جنگل تصادفی، مدت پیگیری و کراتینین خون مهم

دهی معکوس احتمال سانسور انجام شد. جنگل تصادفی به دلیل توانایی  وابسته به زمان و روش وزن  AUCها با استفاده از عملکرد این مدل  ارزیابی
و    0.۷2آن حدود    Cدر شناسایی روابط غیرخطی، مقاومت در برابر نویز و امکان شناسایی متغیرهای مهم، عملکرد مناسبی نشان داد و شاخص  

AUC    کردی نزدیک به مدل کاکس داشت و متغیرهای  گزارش شد. همچنین این مدل عمل  0.۷1آن حدودEF  ترین عوامل و کراتینین را به عنوان مهم
های  ین مدل در افق. ا[8]  تری داشتها عملکرد ضعیفدرخت تصمیم با وجود سادگی و تفسیرپذیری بالا، نسبت به سایر مدل  خطر معرفی کرد.

تر است.  سازی الگوهای پیچیدههای میانی با افت دقت همراه بود که بیانگر ضعف آن در مدلا در افقمدت عملکرد نسبتا مناسبی نشان داد، امکوتاه 
نیز  بینی دقیق از این رو، اگرچه درخت تصمیم از نظر آموزشی و تفسیری مفید است، برای پیش بقا چندان مطلوب نیست.رگرسیون لجستیک  تر 

دست    AUCروز به مقدار بالای    250ویژه در افق  ها بود. این مدل به یکی از بهترین مدل  AUCداد و از نظر میانگین    ارایهعملکرد بسیار مناسبی  
ای مطلوب  مدت و بلندمدت عملکرد پایداری دارد. سادگی، تفسیرپذیری و دقت مناسب، این مدل را به گزینهبینی کوتاهیافت و نشان داد که در پیش 

های کوچک و  سازی روابط غیرخطی بررسی شد، اما در دادهکند.ماشین بردار پشتیبان نیز به دلیل توانایی در مدلینی تبدیل میبرای کاربردهای بال
مجموع،   در  بود.  محدودتر  آن  عملکرد  سانسور،  مدلیافتهدارای  سایر  به  نسبت  تصادفی  جنگل  و  لجستیک  رگرسیون  که  داد  نشان  نتایج ها  ها 

 . [8] دهندمی ارایهینی بقای بیماران مبتلا به نارسایی قلبی بتری در پیشمناسب

 دهد. میانگینها دقت آن کاهش جدی نشان میی افقمدت و بلندمدت عملکرد متوسطی دارد، اما در میانهالگوریتم ماشین بردار پشتیبان در کوتاه

AUC   های این مطالعه برای الگوریتم ماشین بردار رسد داده های لجستیک و جنگل تصادفی است. به نظر میتر از مدلاست که پایین 0.۷3تقریبا
وابط سازی رمدل ماشین بردار پشتیبان با وجود توانایی در مدل  .تر پارامترها دارنداند یا نیاز به تنظیم دقیق پشتیبان با کرنل به اندازه کافی مناسب نبوده

 (%)سانسور  سانسور  (%)فوت  فوت  )روز(بازه زمانی 

[0,50] 49 16.35 6 2 

[50,100] 22 7.35 49 16.35 

[100,150] 9 3.01 46 15.38 

[150,200] 12 4.01 28 9.36 

[200,250] 4 1.33 56 18.72 

[250,300] 0 0 18 6.02 



Comparing classical statistical and machine learning models in survival analysis 182

داده این  در  الگوریتمغیرخطی،  سایر  به  نسبت  ضعیفها  افقها  در  شدید  افت  است.  کرده  عمل  در  تر  را  الگوریتم  این  محدودیت  میانی،  های 
 دهد.بینی بقا نشان میکاربردهای بالینی برای پیش 

 های زمانی مختلف. ها در افق الگوریتم  AUC(t) مقایسه شاخص  - 4جدول 

Table 4- Distribution of death and censoring events in the data . 

 

 

 

دهد. این شاخص بیانگر  روز نشان می  250و    200،  150،  ۹0های زمانی  های مختلف را در افقالگوریتم  AUC(t)مقایسه شاخص    4جدول  
تر باشد،  نزدیک   1به عدد    AUCکه هرچه مقدار  طوری ها در تفکیک صحیح بین افراد دارای رخداد و بدون رخداد در طول زمان است؛ به توانایی مدل

های زمانی مختلف مشاهده  ها در افقهایی معنادار میان الگوریتم بود. بر اساس نتایج این جدول، تفاوت   بینی بهتر خواهدعملکرد مدل در پیش
روز، الگوریتم جنگل تصادفی با    ۹0مدت  در افق کوتاه   بینی است.ها وابسته به بازه زمانی پیشدهد که کارایی مدل شود و این موضوع نشان می می

و روش تجمیعی    0.۸12ها داشته است. پس از آن، رگرسیون لجستیک با مقدار  رین عملکرد را در میان تمامی روش بهت  0.۸40برابر با    AUCمقدار  
مدت، توانایی بیشتری در های کوتاهبینیدهد که جنگل تصادفی در پیشقرار دارند. این یافته نشان می 0.۸0۹مبتنی بر رگرسیون لجستیک با مقدار 

  0.۷۹1و    0.۷۸2ترتیب با مقادیر  ها دارد. در مقابل، ماشین بردار پشتیبان و درخت تصمیم به روابط غیرخطی داده  شناسایی الگوهای پیچیده و
در  AUCروز، مقادیر  150در افق زمانی  قبول قرار دارند.اند، هرچند همچنان در محدوده قابل تری نسبت به دو مدل برتر نشان داده عملکرد ضعیف

همچنان بالاترین عملکرد را حفظ کرده، اما اختلاف آن با رگرسیون لجستیک  0.۷5۸ش یافته است. جنگل تصادفی با مقدار ها کاهاکثر الگوریتم
عملکردی نزدیک به این دو مدل   0.۷4۹را به دست آورده، بسیار ناچیز است. روش تجمیعی رگرسیون لجستیک نیز با مقدار    0.۷55که مقدار  

توانند دقت  شود و چند الگوریتم میها نسبت به یکدیگر کمتر میمدت، برتری مدلدهد که در افق میانیر نشان میداشته است. این نزدیکی مقاد
 دهند. ارایهتقریبا مشابهی 

  200افق  اند.در  رسیده  0.۶۸۷و    0.۷10ترتیب به مقادیر  اند و بهدر این بازه نیز ماشین بردار پشتیبان و درخت تصمیم افت بیشتری را تجربه کرده
را در این بازه به دست آورده و پس از آن    AUCبالاترین    0.۷25شود. رگرسیون لجستیک با مقدار  تر میها واضحروز، روند کاهش عملکرد مدل

مقدار   مدت، در این افق بهقرار گرفته است. جنگل تصادفی نیز با وجود عملکرد مناسب در کوتاه   0.۷21روش تجمیعی رگرسیون لجستیک با مقدار  
های  کند، اما در افقهای زودهنگام بسیار قوی عمل میبینیدهد که هرچند جنگل تصادفی در پیشکاهش یافته است. این نتایج نشان می  0.۷13

که  طوریشود؛ بهشود. در همین بازه، افت شدیدتر در ماشین بردار پشتیبان و درخت تصمیم مشاهده می میانی تا حدودی از پایداری آن کاسته می
مدت، توان  های میانبینی بقا در بازه دهد که این دو مدل برای پیشگزارش شده است. این افت نشان می  0.۶54و    0.۶3۹ترتیب  به   هاآنمقادیر  

یون لجستیک و  کند. در این بازه، رگرس روز، الگوی نتایج تا حدودی تغییر می   250ها دارند.در افق بلندمدت  تری نسبت به سایر روش تفکیک پایین 
با    AUCروش تجمیعی آن هر دو با مقدار   اند. این نتیجه از اهمیت زیادی برخوردار است، زیرا نشان  بهترین عملکرد را ثبت کرده  0.۸52برابر 

 0.۸24قدار  بینی بلندمدت از ثبات و توان تفکیک بالایی برخوردارند. جنگل تصادفی با مهای مبتنی بر رگرسیون لجستیک در پیشدهد مدلمی
ترتیب گیرد. از سوی دیگر، ماشین بردار پشتیبان و درخت تصمیم به تری قرار میهمچنان عملکرد خوبی دارد، اما نسبت به دو مدل فوق در رتبه پایین 

روز، اندکی بهبود در   200دهند، هرچند در مقایسه با افق های برتر نشان میتری نسبت به مدلهمچنان عملکرد پایین  0.۷۷0و  0.۷۹0با مقادیر 
 دست آورده است. بالاترین مقدار را به  0.۷۸۶های زمانی، رگرسیون لجستیک با میانگین  در تمامی افق  AUCشود.با بررسی میانگین  دیده می  هاآن

اختلاف بسیار اندکی با آن دارند. این اختلاف کم بیانگر    0.۷۸3و روش تجمیعی رگرسیون لجستیک با میانگین    0.۷۸4جنگل تصادفی با میانگین  
دلیل  دهند. با این حال، رگرسیون لجستیک به می  ارایهی قبول قابل بینی مناسبی برخوردارند و در مجموع عملکرد آن است که هر سه مدل از توان پیش 

بینی بقا  ها برای پیش ترین گزینهعنوان یکی از مناسبتواند به های زمانی مختلف و دستیابی به بهترین نتیجه در افق بلندمدت، میثبات بیشتر در بازه 
اند که ا ثبت کردهترین عملکرد کلی رپایین   0.۷30و ماشین بردار پشتیبان با میانگین    0.۷2۶معرفی شود. در مقابل، درخت تصمیم با میانگین  

 الگوریتم  AUCمیانگین  روز 250 روز  200 روز 150 روز  90
 رگرسیون لجستیک  0.786 0.852 0.725 0.755 0.812

 جنگل تصادفی  0.784 0.824 0.713 0.758 0.840

 )رگرسیون لجستیک(تجمیع  0.783 0.852 0.721 0.749 0.809

 ماشین بردار پشتیبان 0.730 0.790 0.639 0.710 0.782

 درخت تصمیم  0.726 0.770 0.654 0.687 0.791
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این مدلنشان  نتایج جدول نشان میهای مورد مطالعه است.بهها در استخراج الگوهای دقیق از دادهدهنده محدودیت  دهد که جنگل طور کلی، 
ملکرد برتری  های بلندمدت عبینیتر است، در حالی که رگرسیون لجستیک و نسخه تجمیعی آن در پیشمدت مناسببینی کوتاه تصادفی برای پیش 

های  گیریتری باشد؛ اما برای تصمیمتواند گزینه مطلوبمدت باشد، جنگل تصادفی میبینی سریع و کوتاهدارند. از نظر کاربردی، اگر هدف پیش
پیش  و  بقا  افقبالینی، تحلیل  به های زمانی طولانی بینی در  و  انتخابتر، رگرسیون لجستیک  آن  نسخه تجمیعی  اویژه  قابل  تکاتری محسوب  های 

اولویت    ،دهند و بنابراین  ارایههای برتر  تراز با مدل اند دقتی همشوند. در مقابل، درخت تصمیم و ماشین بردار پشتیبان در این مطالعه نتوانسته می
 ها دارند. کمتری برای استفاده در این داده

 نتایج    - 5

بینی بقا در بیماران نارسایی قلبی مشخص  های یادگیری ماشین مقایسه شد تا بهترین مدل برای پیش الگوریتم های کلاسیک تحلیل بقا و  عملکرد مدل
بندی صحیح توانایی مدل را در رتبه  C شاخص 5جدول مطابق  وابسته به زمان بودند. AUC(t) و C شود. معیارهای اصلی ارزیابی شامل شاخص

 دهنده دقت بالاتر است(. نشان   1کند )مقدار نزدیک به گیری میاندازه بیماران بر اساس خطر مرگ 

 . Cها بر اساس شاخص مقایسه مدل   - 5جدول 

Table 5- Comparison of models based on C index . 

 

 

 

 

  Cرا دارند، در حالی که مدل پارامتری وایبول با شاخص    C  بالاترین شاخص  (0.70)و مدل کاکس    (0.72)دهد که جنگل تصادفی  نتایج نشان می 
. دهدمدت و بلندمدت نشان میتوانایی مدل را در تمایز بیماران با بقا کوتاه  AUC(t)شاخص  .  ترین عملکرد را نشان داده استضعیف   0.62برابر با  

مدل درخت تصمیم و ماشین بردار پشتیبان   6جدول  باتوجه به   .های کاکس و جنگل تصادفی بهترین عملکرد را نشان دادندمدل   Cمشابه شاخص  
 .ترین بوددر حد متوسط عمل کردند و مدل وایبول ضعیف

 . AUC(t)ها بر اساس شاخص مقایسه مدل   - 6جدول 

Table 6- Comparison of models based on AUC(t) index . 

 

 

 

 

بینی کمی بهتر از بینی بقا دارد. جنگل تصادفی، از نظر دقت پیش مدل کاکس، با وجود سادگی و تفسیرپذیری، همچنان عملکرد خوبی در پیش
مدت. رگرسیون لجستیک با وزن احتمال معکوس سانسور و لجستیک بگینگ نیز عملکرد نزدیک به  های کوتاه خصوص در افق کاکس عمل کرد، به 

نسبت به کاکس نشان دادند. ماشین بردار پشتیبان و درخت تصمیم   0.۸5بالاتر از  AUC روز 250تصادفی داشتند و حتی در افق   کاکس و جنگل
بینی بقا مناسب داد و برای پیش   ارایه های میانی افت چشمگیر نشان دادند. مدل پارامتری وایبول کمترین دقت را  عملکرد متوسط داشتند و در افق 

تراز  های لجستیک و لجستیک بگینگ نیز عملکردی همدادند. الگوریتم  ارایه بینی بقا  مدل کاکس و جنگل تصادفی بهترین عملکرد را در پیش  .نبود
ای مفیدی هستند، اما برای وصیفی و مقایسهرنک ابزارهای ت–مایر و لاگ– های کاپلانها داشتند و در بلندمدت حتی بهتر عمل کردند.  مدلبا این مدل 

 مدل  Cشاخص 

 کاپلانمایر  –

 مدل کاکس  0.70

 وایبول 0.62

 درخت تصمیم  0.66

 جنگل تصادفی  0.72

 بردار پشتیبانماشین  0.68

AUC(t)  مدل 
 مدل کاکس  0.70

 وایبول 0.62

 درخت تصمیم  0.64

 جنگل تصادفی  0.71

 ماشین بردار پشتیبان 0.66
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  ، ترین عوامل خطر مرگ شناسایی شدند. بنابراینعنوان اصلیها به پایین، کراتینین بالا و سن بیشتر در همه مدل EF .بینی فردی مناسب نیستندپیش
های جنگل تصادفی و لجستیک در اولویت است مدل   بینیاگر سادگی و تفسیر بالینی اهمیت دارد مدل کاکس بهترین انتخاب است. و اگر دقت پیش 

 .های بهینه هستندبا وزن احتمال معکوس سانسور یا بگینگ گزینه

صورت  های یادگیری ماشین، یک شبکه عصبی ساده با رویکرد شبکه عصبی بقا نیز بههای کلاسیک و الگوریتممنظور تکمیل مقایسه میان مدلبه  
جای ترکیب خطی متغیرها، از یک لایه پنهان شبکه عصبی  ای از رگرسیون کاکس است که بهفت. این مدل در واقع نسخه اکتشافی مورد بررسی قرار گر

)کسر جهشی قلب(، سطح کراتینین، سن   EF کند. شبکه عصبی با همان متغیرهای اصلی مطالعه شاملبرای استخراج روابط غیرخطی استفاده می
و شاخص وابسته به زمان بودند.نتایج به دست آمده نشان   C هایها، شاخصرهای ارزیابی همانند سایر مدلو سطح سدیم آموزش داده شد. معیا

و شاخص وابسته به زمان نزدیک به مدل کاکس و الگوریتم جنگل تصادفی بود. با وجود توانایی   C داد که  عملکرد شبکه عصبی از نظر شاخص
در مدلشبکه روابط غیرخطیهای عصبی  این مجموعه سازی  در  مدلداده،  به  نسبت  چشمگیری  بهبود  کوچک  الگوریتمی  و  کلاسیک  های  های 
شود،  تر آشکار میتر و پیچیده های بزرگهای عصبی در داده، مزیت شبکه7جدول  مطابق  رودطور که انتظار می تر مشاهده نشد. بنابراین، همانساده

 ها باقی ماندند.  های کاکس، لجستیک و جنگل تصادفی همچنان بهترین گزینهاما در این مطالعه مدل 

 ها شامل شبکه عصبی بقا. مقایسه تقریبی عملکرد مدل   - 7جدول 

Table 7- Approximate comparison of the performance of models including the survival neural network . 
 

 

 

 

شده، مدل کاکس و  های بررسیها برتری مطلق ندارد، اما در میان مدلنتایج این پژوهش نشان داد که هیچ مدل واحدی در تحلیل بقا بر همه روش 
و    بینی بقای بیماران نارسایی قلبی نشان دادند. مدل کاکس با وجود سادگی، تفسیرپذیری بالاالگوریتم جنگل تصادفی بهترین عملکرد را در پیش

خطی و کاربرد بالینی مناسب، همچنان ابزاری قابل اعتماد برای تحلیل بقا بود. در مقابل، جنگل تصادفی به دلیل توانایی در شناسایی روابط غیر
که   ترین عملکرد را نشان دادرا کسب کرد. در سوی دیگر، مدل وایبول ضعیف Cتعاملات پیچیده، اندکی عملکرد بهتری داشت و بالاترین شاخص 

های واقعی بود. درخت تصمیم و ماشین بردار پشتیبان نیز عملکردی متوسط داشتند و از انطباق فرض توزیع پارامتری آن با داده احتمالا ناشی از عدم
نظر دقت و پایداری به سطح کاکس و جنگل تصادفی نرسیدند. همچنین رگرسیون لجستیک با وزن احتمال معکوس سانسور و بگینگ لجستیک 

های مناسبی برای  توانند گزینهها نیز میاین روش   ،های زمانی حتی از مدل کاکس بهتر ظاهر شدند؛ بنابراینعملکرد مطلوبی داشتند و در برخی افق
  ها آنبینی بقا باشند. در بررسی اکتشافی، شبکه عصبی بقا عملکردی نزدیک به کاکس و جنگل تصادفی داشت، اما برتری آشکاری نسبت به  پیش

پایین، کراتینین بالا و سن بیشتر در اغلب    EFنشان نداد؛ موضوعی که احتمالا به حجم محدود نمونه و تعداد کم متغیرها مربوط بود. همچنین  
ها  افته بینی بقاست. در مجموع، یدهنده پایداری و اعتبار این متغیرها در پیش ترین عوامل خطر مرگ شناسایی شدند که نشان عنوان مهمها به مدل

های ویژه کاکس، همچنان از نظر تفسیرپذیری و کاربرد بالینی ارزشمند هستند، در حالی که برخی روش های کلاسیک آماری، به نشان دادند که مدل
ناسب باید بینی بیشتری فراهم کنند. بنابراین، انتخاب مدل متوانند دقت پیشهای لجستیکی، میخصوص جنگل تصادفی و مدلیادگیری ماشین، به

هایی بینی انجام شود. با این حال، نتایج باید با توجه به محدودیت ها و اولویت میان تفسیرپذیری یا دقت پیشبر اساس هدف پژوهش، ماهیت داده
 ها تفسیر شوند. مرکزی بودن دادهمانند حجم نمونه کم، تعداد محدود متغیرها و تک 

 تشکر و قدردانی 

ثری در بهبود کیفیت و انسجام ونظرات علمی دقیق و سازنده که نقش م   ارایهدلیل  سردبیر محترم و داوران گرامی نشریه به   وسیله ازنویسندگان بدین 
 .کننداین مقاله داشته است، صمیمانه قدردانی می

 مدل  AUC(t)میانگین  Cشاخص تقریبی 

 مدل کاکس  0.70 ≈ 0.70 ≈

 جنگل تصادفی  0.71 ≈ 0.72 ≈

 رگرسیون لجستیک   0.79 ≈ 0.78 ≈

 بگینگ لجستیک  0.78 ≈ 0.78 ≈

 شبکه عصبی بقا  0.73 − 0.71 0.72 − 0.70
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 منابع مالی 

 .غیرانتفاعی دریافت نکرده استسسات خصوصی یا و، نهادهای دولتی، مهاآنگونه حمایت مالی مشخصی از سوی سازماین پژوهش هیچ

 تعارض با منافع 

گونه تعارض منافع شخصی یا سازمانی در ارتباط با انجام و انتشار این پژوهش وجود  داریم که هیچ ما نویسندگان این مقاله، بدینوسیله اعلام می 
اکنون نیز  تر منتشر نشده و هم مقاله حاصل کار اصیل ماست، پیشایم، این  کرده  تاییدکنیم که نسخه نهایی مقاله را مطالعه و  می   تاییدندارد. همچنین  

 .تحت بررسی یا چاپ در نشریه دیگری نیست
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